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Resultats des questions théoriques

Pour plus de détails sur le calcul des résultats ci-dessous, on pourra se reporter a I’annexe.
Exercice 1 : Learning in discrete graphical models

Les estimateurs de maximum des vraisemblances sont:
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Exercice 2.1(a) : Estimateurs pour le modéle LDA

Les estimateurs de maximum des vraisemblance des différents parametres sont :

L~ 1 m [ m | > H
= N ’zﬁl__y;)j’ sz;fz *Z@/z i — )" +i;(1—yi)(xi—uo)(:vi—uo)

Calculons la quantité p(y = 1|z) :

p(zly =Dp(y =1)
p(zly =1)p(y = 1) + p(z|ly = 0)p(y = 0)

ply = 1lz) =

_ | 1 1—7
1 +exp (mTE 1(#0-#1)_5,“02 luo+§u12 1u1+1og( = ))
N—————
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1

1+ exp <xTc + d)

Le calcul précédent met en évidence le fait que la probabilité p(y = 1|z) que 'observation x a été tirée
selon la gaussienne 1 s’écrit comme composée d’une fonction affine et d’une sigmoide. On retrouve
donc la formule utilisée lors d’une régression logistique. L’intérét du modele LDA par rapport a une
régression logistique dans la situation étudiée est que les estimateurs du maximum de vraisemblance
ont une forme close que nous venons d’identifier (ce qui n’est pas le cas pour la régression logistique).
Cependant, le modele LDA nécessite 'estimation d’un plus grand nombre de parameétres ce qui peut
s’avérer problématique en grande dimension. De méme le modele LDA impose plus de contraintes.
Ceci peut amener a plus de plus grandes erreurs sur les données de test si le modele est trés éloigné

de la réalité.

Exercice 2.5(a) : Estimateurs pour le modéle QDA
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DATASET A

Les graphes présentent les données de test et la courbe définie par 1’équation p(y = 1|z) = 0.5.

LDA

Tableau des erreurs
(% de classifications incorrectes)

H ‘ Train ‘ Test H
LDA 1.3 2
Logistique 0 3.5
Moindres carrés 2 2.6
QDA 1.3 2.1

Régression Logistique

Commentaires

e Tout d’abord, on peut remarquer que la ré-
gression logistique a un score idéal sur la base
d’entralnement. Ceci est lié au fait que les deux
classes du dataset d’entralnement sont sépara-
bles. Automatiquement, cette méthode souffre
donc d’over-fitting. Son score est donc naturelle-
ment en retrait vis & vis des autres méthodes sur
les données de test.

e Ensuite, si on observe la répartition des données,
celles-ci semblent étre générées par deux gaussi-
ennes de méme matrice de covariance; seule leur
moyenne semblent différentes. De ce fait, ceci
pourrait expliquer pourquoi la LDA performe le
mieux. FEn effet, méme si la QDA a un score
proche en données de test, si les matrices de covari-
ances sont égales, la LDA peut s’approcher plus
facilement de la solution; la LDA correspondant
alors aux modéles exactes des données.



DATASET B

Les graphes présentent les données de test et la courbe définie par 1’équation p(y = 1|z) = 0.5.
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Tableau des erreurs

(% de classifications incorrectes)

H ‘ Train ‘ Test H
LDA 3 4.1
Logistique 0.3 4.1
Moindres carrés 6.7 7.3
QDA 2.3 2.9

e Le modele QDA fournit les meilleurs scores
sur les bases d’entrainement et de test. Ce
constat peut étre expliqué par la structure
des données. En effet, ici, il semble que
les données proviennent de deux gaussiennes
avec des matrices de covariance différentes.
Ceci correspond donc parfaitement au mod-
ele de la QDA. II est donc logique que cette

méthode performe le mieux.

Régression Logistique

Commentaires

e Les résultats obtenus pour le régression logis-
tique et le modele LDA sont identiques. Ceci est
surement lié & la remarque de 2.1(a) : la quan-
tité p(y = 1|z) dans le cadre du modele LDA peut
s’écrire sous la forme d’une composée d’une fonc-
tion affine par une sigmoide tout comme dans la
régression logistique. Ainsi, comme cela semble
étre le cas ici, 'optimum des parameéetres de la ré-
gression logistique peut correspondre précisément
a ceux de la LDA.

e Enfin, la méthode des moindres carrés fournit
des scores sensiblement moins bons que les autres
méthodes. En faite, le pouvoir explicatif de cette
méthode est limité (au sens de 'espace des prédi-
cateurs accessibles; des droites) comparé a la QDA
par exemple (des coniques). De plus, le modele
supposé par la régression linéaire est assez éloigné
des données observées : dans ce modele on suppose
que y prend des valeurs réelles selon une combinai-
son linéaires de x1 et x3, ce qui n’est visiblement
pas le cas.



DATASET C

Les graphes présentent les données de test et la courbe définie par 1’équation p(y = 1|z) = 0.5.

LDA
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Tableau des erreurs
(% de classifications incorrectes)

H ‘ Train ‘ Test H
LDA 5.5 4.2
Logistique 5.5 4.2
Moindres carrés 5.7 4.5
QDA 4.5 3.6

e Sur ce jeu de données, nous constatons
de meilleurs performances sur la base de
test. Une explication possible serait que
la base d’entralnement représente fidelement
a une petite échelle la répartition des don-
nées réelles. Notons que la taille de la base
d’entrainement (400) est supérieure aux deux
premiers dataset et peut permettre un moins
grand over-fitting.

e Nous remarquons comme sur le dataset
précédent que les résultats pour la méthode
LDA et logistique sont identiques. Ce résul-
tat expérimental vient donc encore appuyer
la comparaison entre les deux modeles menée

en 2.1(a).

Régression Logistique

Commentaires

e Sur les trois datasets étudiés, on peut con-
stater que la méthode QDA fournit globalement
les meilleurs résultats sur les données de test. Afin
de justifier ce constat, remarquons que ’espace des
prédicateurs de la méthode QDA contient celui la
méthode LDA (car on relache simplement la con-
trainte d’égalité des matrices de covariance).

e Fort de cette étude, nous comprenons que seul un
phénomene de surapprentissage pourrait permet-
tre que les scores de la méthode LDA soit meilleur
(en test) que ceux de la méthode QDA.

e Notons finalement que les performances du mod-
ele QDA sont ici moins bonnes que sur les deux
précédents datasets. Ce phénomeéne peut étre ex-
pliqué par une étude des données : la classe rouge
présente deux clusters ce qui laisse penser que les
données n’ont pas été générées a partir du modele
QDA.



Annexes

1 Annexes Exercice 1: Learning in discrete graphical models

1.1 Maximisation de la vraisemblance

Le modele étant définit, on cherche donc a estimer les parametres m = (7, )m=1..1 €t 0 = (@i )m=1..M k=1..K -
On fait le choix d’estimer ces parametres via la maximisation de la log-vraisemblance; la vraisemblance
correspondant a la probabilité d’observer les observations selon le modele défini. On a donc effectué

le calcul suivant:

max log (p(H(a:i,zi);Tr,Q)> = max log (Hp((xi,zi);ﬂ,0)> car les variables ((zi, 2;))i=1..n

G i=1 .0 i=1

sont indépendantes

= nglraexz log (p((xi, )|, 0))
=1

zrgr%xg log (p(zi|zi;m,0) * p(zi;m,0))

Or la loi de x sachant z est parfaitement déterminé par 6

et de méme la loi de z est parfaitement déterminé par 7

—mfxxz log (p(xi]z;0) * p(zi;m))
—IIl’aXZ (lOQ xz|Zza )) + lo.g( (Zl’ ))>

—maxz log (p(xi|z;0)) + mgbxz log (p(zi;m))
i=1

On constate donc que le calcul des estimateurs 7 et 6 est découplé. On va donc pouvoir calculer les
estimateurs séparément. Commengons donc par .
1.2 Calcul de l’estimateur de 7 pour le maximum de vraisemblance

De fagon a simplifier les calculs, on utilisera dans la suite les variables "one-hot encoding":

67;:(07...’0’ 1 ’O’...70)’ si oz =m
~~

m iéme position

Pour 'estimation de 7 on calcule donec:

n M
maxz log (p(zi; 7)) = m?xz log ( H wgém> avec e;' la m eéme composante de la variable
"one-hot encoding" e;.

n M

= max Z Z log ( )
=1 m=1
n M

:maxz Z el log (mm)
i=1m=1



1.3 Formulation du probleme d’optimisation

De plus, du fait du modele choisi, on veut obtenir une loi de probabilité pour w. Ainsi, la maximisation
de la vraisemblance peut se réécrire comme le probleme d’optimisation suivant:

min f(m)
s.c hj(m) <0 ,Vje[l,2%M]
(1)
g(m) =0
meRM
Avec:
o f(m) == Ty € log ()

. _ —Tm 7v.j€ [[LM]]a
* hﬂ(”)_{ Tm—1 Vi€ [M+1,2xM]
o g(m) =Yg mm— 1

Avant de continuer, on peut d’ores et déja faire des remarques importantes. Comme 0 n’appartient
pas au domaine de f, on en déduit que m a nécessairement des composantes non nulles (m,, # 0
nécessairement). Ainsi, si notre probléme admet une solution, ses composantes sont forcément non
nulles.

De méme, si on suppose dm € [1, M], 7, = 1 alors nécessairement toutes les autres composantes de 7
sont nulles au vu de la derniére contrainte de notre probleme d’optimisation. Or du fait de la remarque
précédente, ceci ne peut étre une solution de notre probleme. On en déduit donc que nécessairement
Vm € [1, M],0 < mp, < 1. Les contraintes h; sont donc nécessairement non actives (Vj, hj(m) <0).

On constate alors notre probleme présente plusieurs propriétés intéressantes:
e f est une fonction convexe différentiable.
« les fonctions h; sont toutes convexes et différentiables.
e g est une fonction affine.

Enfin, on peut remarquer que les conditions de Slater sont vérifiées. En effet, on peut remarquer que
le vecteur m = (ﬁ, cee ﬁ) appartient a l'intérieur de I’espace des contraintes.

1.4 Formulation du Lagrangien
Les remarques précédentes nous poussent donc a formuler le lagrangien de ce probléme:

2x M
L(m, A1) = f(m) +Xxg(m) + D+ hj(m)
j=1
Avec:
e AER,
« uj €RT Ve 1,25 M],

2% M
j:

De méme, vu que les Vm € [1,2«M], h;j(m) < 0, on en déduit que nécessairement Vj € [1,2xM], p; =
0.

Ainsi, si on parvient a trouver un point selle (7, 5\) du langragien, on aura prouvé que 7 est une
solution optimale de notre probléeme d’apres le théoreme de KKT.



1.5 Résolution

Pour trouver ce point selle, on peut chercher les points critiques du lagrangien. Ainsi:
Dérivons par rapport aux m,:

De méme dérivons par rapport a A

AL (m, \) M
R ——— — 1 =
B\ 0 <= mE:1 Tm, 0

Or on cherche un point critique, on va donc chercher les points a l'intersection de ces deux droites.
On injecte le résultat précédent:

De la méme maniere, on injecte le résultat précédent dans la premiere équation:

L(7,\) L e
W—Oﬁﬂ'm—Z;

=1

11 est facile de se persuader que le point trouver est un point selle du fait de la convexité du lagrangien.
On a donc trouvé un point selle du lagrangien. On a donc trouver une solution optimal & notre probléeme
d’optimisation. On a donc réussi a calculer I'estimateur du maximum de vraisemblance pour 7.

1.6 Calcul de ’estimateur de # pour le maximum de vraisemblance
De la méme manieére que précédemment, on va utiliser les variables "one-hot encoding":
d; = (0,---,0, 1 ,0,---,0), si =k
k iéme position

Calculons maintenant I’estimateur du maximum de vraisemblance pour 6:



n n M
mgxz log (p(xi|zi;0)) = mgxz log (H (p(xilzi = m;0))% )
i=1 i=1 m=1
n M

= méxxz log (p(xi\zi = m; 0)6?1)

i=1 m=1

(p(w; = K|z = m3 0))% ! )
K
= meaxz Z d¥ s e x log (p(z; = k|zi = m;0))

K
= mgxz Z Z d? * elm * log (em,k)

On s’apercoit alors que les 6, sont découplés. On va donc chercher leurs estimateurs séparément.
Dans la suite, on considére donc m fixé.
1.7 Formulation du probleme d’optimisation

Du fait du modele choisit, on veut obtenir pour tout m, une loi de probabilité pour 6, . Ainsi,
pour tout m, la maximisation de la vraisemblance peut se réécrire comme le probléeme d’optimisation

suivant:
min f(lm,.)
s.c hj(Om,.) <0 ,Vje[l,2xK] @)
g(@m,_) =0
Om,. € RE
Avec:
o f(Om) = =00 S0y dFxef % log (Omk)

. h(9 ): _Hm,k ,VJE[[l,K]],
iOm) =1 0,0 —1 W€K +1,25K]

® g(em,.) = Zi(:l em,k -1

Avant de continuer, on peut d’ores et déja faire les mémes remarques que dans la section précédentes.
Du fait des différentes contraintes et du domaine de f, les contraintes h; sont donc nécessairement non
actives (Vj, hj(fm,.) <0).

De plus et de la méme maniere, on constate alors que notre probléme présente plusieurs propriétés
intéressantes:

o f est une fonction convexe différentiable en 0, .
« les fonctions h; sont toutes convexes et différentiables.
e g est une fonction affine.

Enfin, on peut remarquer que les conditions de Slater sont la aussi vérifiées. En effet, on peut remar-

quer que le vecteur 0,, = (%, SRR %) appartient a U'intérieur de ’espace des contraintes.



1.8 Formulation du Lagrangien
Les remarques précédentes nous poussent donc a formuler le lagrangien de ce probléme:

2x K
L(Om, s A ) = f(Om,) + A5 g(Om,.) + > 1% hj(Om,.)
j=1
Avec:
e NER,
o U eRT ,Vje [1,2 % K],

2% K
* Zl Hj * hj(9m7) =0
J:

De méme, vu que les Vm € [1,2 % K], h;j(0mn,.) < 0, on en déduit que nécessairement Vj €
[1,2% K], p;=0.

Ainsi, si on parvient & trouver un point selle (GAW_, :\) du langragien, on aura prouvé que ém est une
solution optimale de notre probléme d’apres le théoreme de KKT.

1.9 Résolution

Pour trouver ce point selle, on peut chercher les points critiques du lagrangien. Ainsi:
Dérivons par rapport aux 0y, :

OLOm. ., \) "Lem ok db
- =0 -\ t =0
T L
1 n
= — ) e'x df =
Hm,k i=1
1 . m k
= e =~ Y _ef = d,
S
De méme dérivons par rapport a A
OL(Om, , \) K
— L =0 Omr—1=
X 0 kzz:l * 0

Or on cherche un point critique, on va donc chercher les points & l'intersection de ces deux droites.
On injecte le résultat précédent:

De la méme maniere, on injecte le résultat précédent dans la premiere équation:



L0, N) e d nem s dh

80m7k- M,k - ’I’L =1 e
1l est facile de se persuader que le point trouver est un point selle du fait de la convexité du lagrangien.
On a donc trouvé un point selle du lagrangien. On a fait nos calculs & m fixé. Cependant, ils restent

valables quelque soit m. On a donc trouver une solution optimale a notre probleme d’optimisation.
Ainsi, on a trouvé notre estimateur de maximum de vraisemblance 6.

2 Annexes Exercice 2.1a: Modeéle LDA

Afin d’éviter toute confusion de notation, nous considérons que y ~ Bernoulli(7).
La log-vraisemblance des observations s’écrit alors :

log(V'S) = log (ﬁ p((a, yi>>>

i=1

= log (ﬁ [p(zily: = Vp(y; = D]Y x [p(xi]ys = 0)p(y; = 0)]1_%)

i=1

i log(p(ailyi = 1) + log(p(yi = 1)] + (1 — i) [log(p(asly: = 0)) + log(p(y: = 0))]

yi [log(p(xily: = 1) +1og(7)] + (1 — yi) [log(p(zilyi = 0)) + log(1 — 7)]

I
M: I

-
Il
—

Comme par hypothese z[{y = j} ~ N(p;,%), on a pour tout ¢ € [1,n] et tout j € {0,1} :

. 1 1 _
p(zilys = j) = 5y P (—2(% — )T (i — Mj))

Ainsi :

log(V5) = 3" us [ log(a1S1) — 3 (s — )5 (s - ) + ()|
=1
+ (1= ) |~ log(2e[Z]) ~ 51 — )5 (i — po) + log(1 — 7)
fj log(2rlAD ~ s — )" Ales — ) + log()

+ (1 —yi) [10g(277|/\|) - é(ﬂ?i — p10) " A(z; — po) + log(1 — 7?)]

ol nous avons effectué le changement de variable ¥=! = A. Ce changement de variable permet de
passer d’une fonction non concave en Y. a une fonction concave en A.

Notant § = (7, 0, p11, A) les parametres de notre modele, I'estimateur du maximum de vraisemblance
(noté HMLE) est défini par :

(MLE) 0MLE ¢ argmax log(VS)
0

sc 0<7<1
A € ST (R)

Nous cherchons a utiliser le théoreme de Karush-Kuhn et Tucker (KKT). Nous vérifions les conditions
d’application du théroeme :
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» Nous maximisons une fonction concave sur un domaine convexe défini par les contraintes (noté
D), donc le probléeme d’optimisation est convexe.

e De plus, il est immédiat de voir qu’il existe un point réalisable contenu strictement dans D. La
condition de qualification de Slater est donc vérifiée.

Ainsi, 0 est une solution optimale au probléme (MLE) si et seulement s’il existe (u,\) € (Ry)?
vérifiant les conditions de KKT.

La condition des écarts complémentaires donne : 7y = #A = 0. Comme les valeurs T =0 et @ = 1
n’appartiennent pas au domaine de f, on en déduit que la valeur optimale du parametre 7 appartient
a |0, 1[. Nous en déduisons que =\ = 0.

La condition d’annulation du gradient du lagrangien par rapport a 6 s’écrit :

e pour T :

dlog(VS) _ 21 Yi _ sl — i

— A=0
o7 7 -7 2
=0
Ce qui amene a la valeur : © = #
e pour pq:
dlog(VS) " 1
—— =2 2 (r;—p1) =0
o ;yz (5 — p11)
n . .
Ce qui amene a la valeur : p = M
i=1Yi

e pour ug:
Un calcul strictement analogue au précédent permet d’obtenir l'estimateur de maximum de
n
i (1 —yi)z

vraisemblance pour pg sous la forme : pg = — .
i=1(1 —wi)

e pour X:

L’estimateur du maximum de vraisemblance de 3 est donnée par :

1
argmax X:yz [log det(A)) + §Tr (A(acZ — ) (x; — ul)T)
AESTT(R) i=1

n

3001~ 33) [log(det(8)) = 577 (Ale: - o)(ai ~ )"

i=1

Nous cherchons donc & maximiser une fonction concave différentiable sur un domaine convexe, ouvert
et non vide. Une condition nécessaire et suffisante d’optimalité est 'annulation du gradient de cette
fonction de A :

Z ylA +Z (1 —yi)A —Z%yi(mi—ul)(ﬂci—ul)T—Z%yz’(xi—uo)(xi—uo)T:0

Finalement, ’estimateur du maximum de vraisemblance de X est :

LE = (B = 23t )T+ = 3= i) i = ) — o)

Calculons la quantité p(y = 1|z) :

11



plzly=1)p(y =1)
p(z)
_ p(zly=1)ply =1)
p(zly =1)p(y = 1) + p(z|ly = 0)p(y = 0)

py = 1z) =

1
- p(x|y=0) p(y=0)
T p(aly=1) p(y=1)
B 1
14 L1 <— 3(& = 1o)Xz — po) T + é(l‘—ul)z‘l(ﬁ—ul)T)
1

_ 1 _ 1 _ 1—7
1+ exp <xT§J 1(#0 — 1) —i,uoE Yo + 5/“2 Yt + log (ﬁ) )
—

=c

=d
1

1+ exp (:nTc + d)

Le calcul précédent met en évidence le fait que la probabilité p(y = 1|z) que l'observation x a été tirée
selon la gaussienne 1 s’écrit comme composée d’une fonction affine et d’une sigmoide. On retrouve
donc la formule utilisée lors d’une régression logistique. L’intérét du modele LDA par rapport a une
régression logistique dans la situation étudiée est que les estimateurs du maximum de vraisemblance
ont une forme close que nous venons d’identifier (ce qui n’est pas le cas pour la régression logistique).
Cependant, le modele LDA nécessite ’estimation d’un plus grand nombre de parameétres ce qui peut
s’avérer problématique en grande dimension.

3 Exercice 2.5a: Modele QDA

Nous reprenons le modéle de la question 2.1(a) en retirant la contrainte d’égalité entre les matrices de
covariances des deux gaussiennes. La log-vraisemblance possede alors la forme suivante :

1
log(V'S) = Zyz[ log(2m 24 — 5 s — ) ST o — ) + log(7)

N |

+(1— i) {— log (27| So]) — = (25 — o) " X5 (25 — po) + log(1 — ﬁ)}

- og(2r[A1]) = 5 (i = pn) " A — ) +log()|
=1

+ (1 =) {log(2W|A0|) - %(531' — p0)" Ao (zi — po) + log(1 — 7?)}

ou nous avons effectué les changements de variable Efl =A et Xy 1 = Agy. Ce passage nous permet
d’obtenir une fonction concave en Ay et en Ag.

Un raisonnement strictement analogue a la question 2.1a est alors applicable. Les estimateurs de ,
1o etp restent identiques au cas précédent. Leur formes sont données en page 11.

L’estimateur du maximum de vraisemblance de A est donnée par :

argmax Z?/z {log (det(A1)) + Tr (Al( — 1) (w; — Hl)T)]
AeSFT(R) =1
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Nous cherchons donc & maximiser une fonction concave différentiable sur un domaine convexe, ouvert
et non vide. Une condition nécessaire et suffisante d’optimalité est ’annulation du gradient de cette
fonction de Aq :

" "
syt =D syi(w — ) (@i — )T =0
=1 2 i=1 2

Finalement, I'estimateur du maximum de vraisemblance de X1 est :

SMLE _ (A\MLE)=1 _ S i — ) (@ — )T
Z?:l Yj

Un raisonnement strictement analogue permet d’obtenir 'estimateur du maximum de vraisemblance
pour Xg:

SMLE _ (AMLEY-1 _ i (1= yi) (s — po) (i — po)”

B > =1 (1 —yj)
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